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第1章 はじめに

2019年に 12月に中国・武漢市にて, 新型コロナウィルス感染症 (COVID-19)が新

たに検出された [1]. それ以降世界中に感染が拡大するパンデミックが発生し, 2021

年現在でも日本をはじめとした世界各国において流行が続いている. これまで日本

では緊急事態宣言・蔓延防止重点措置などの様々な政策と規制や複数にわたるワク

チン接種によって, 感染の規模を幾度か抑えることには成功しているが未だに収束

の兆しは見えない. これらの試みによって国内のCOVID-19の感染を完全に終わら

せることは難しい. しかし, その影響力を最小限に留めることは可能であることが言

える. 無論, COVID-19対策は日別の感染者が増加傾向になる前に意思決定し, 実行

に移すことによって高い効果を発揮するもののワクチン接種や特効薬のような科学

的なアプローチは医学の研究の進捗度に依存するため実施は不定期であり, 緊急事

態宣言を含む政策と規則によるアプローチは感染者が増加傾向にあることをデータ

で確認してから敷かれることが多い. 特に後者は情報技術などを用いて感染規模の

拡大を事前に予測することで従来よりも早いタイミングでの意思決定を可能にでき

る. 従って, 感染規模を事前に予測することはCOVID-19の被害の最小化に寄与す

ると言える.

そこで, 本研究では従来感染症の流行予測に有効とされるSEIRモデル [2]と呼ば

れる数理モデルの 1つを用いた日本におけるCOVID-19の感染拡大の規模を予測す

る手法を模索した. SEIRモデルで高い予測精度を出すためにはこのモデルのパラ

メータをどのように推定すればよいか, SEIRモデルを時期に応じてどのようなシ

チュエーションを仮定して構築すればよいかに焦点を当てて議論を進める. そこで

得られた結論をもとに,日本国内の感染拡大の予測に有効なSEIRモデルについて考

察する.

SEIRモデルを用いた関連研究について, 2020年 1月の COVID-19の感染拡大シ
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ミュレーションを行ったものが存在する [3]. シミュレーションの結果, 中国の地域

の中でも武漢での新型ウィルス (SARS-Cov2)の感染規模が最も大きくなるであろう

と推測された. また 2020年の春のインドにおける予測シミュレーションを行った研

究 [4]も行われており, そこでは線形回帰モデルと SEIRモデルとの精度比較の結果

後者の方が優れていることが示されていた. スペインとイタリア, パキスタンとマ

レーシアにおけるシミュレーション [5, 6]においてもパラメータの調整次第で高い

精度が確認されている. 上述の研究の共通点として既知である過去のデータとモデ

ルの出力との比較において, 誤差を最小化するするパラメータが導出されており, 未

知のデータ, 即ち未来の感染拡大を予測する試みは行われていない.

2章で後述する拡張 SEIRモデルをベースに未来の COVID-19の流行を予測する

研究も行われている [7, 8, 9]. しかし, これらにおける重篤患者・集中治療室の患者

[7], 出生による総人口の変化 [8, 9]といった拡張要素が元々のSEIRモデルと比較し

てどれだけ精度向上への寄与するかに関する記述はない. そこで, 未来のCOVID-19

の流行予測に必要な SEIRモデルを拡張するにあたって拡張する因子はどのような

ものを選択するべきかを検証する必要があると考えた. 本研究では基本的な SEIR

モデルと複数の拡張SEIRモデルを用意し, それぞれの精度比較をもって予測精度向

上に必要な要素について考察する. 各 SEIRモデルに投入するパラメータを過去の

データを利用して推定し, その結果自然免疫とワクチンにによって獲得される免疫

が精度向上に有効であった. また, それらを考慮した拡張SEIRモデルの予測結果に

よって一部の時期に限り感染者数の傾向を予測した.

本論文では第 2章で SEIRモデルの簡単な概要,第 3章では本研究で精度の比較の

為に用意した複数の拡張 SEIRモデルの説明, 第 4章では高い精度で COVID-19の

流行を予測するための SEIRモデルのパラメータ推定法について, 第 5章では複数の

拡張 SEIRモデルの精度検証実験についての説明及び実験結果と SEIRモデルに取

り入れるべき要素の考察, 第 6章では拡張 SEIRモデルの予測結果を用いた未来の新

規感染者の傾向の予測, 第 7章で本研究の総括と更なる精度向上に向けた今後の課

題について述べる.
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第2章 SEIRモデルの概要

ある地域にて感染症が流行した場合, 人口は基本的に次の通りに分類される.

• Susceptible(S): ウィルスに感染する可能性のある人口

• Exposed(E): ウィルスに感染したが症状を発していない人口

• Infected(I): ウィルスに感染し症状を発した人口

• Recovered(R): 症状から回復または死亡した人口

また, 各人口の 1日当たりの変化は次の常微分方程式にて表現される. [2].

dS

dt
= −R0

e
∗ I(t)

N
S(t) (2.1)

dE

dt
=

R0

e
∗ I(t)

N
S(t)− 1

e
∗ E(t) (2.2)

dI

dt
=

1

e
∗ E(t)− 1

l
∗ I(t) (2.3)

dR

dt
=

1

l
∗ I(t) (2.4)

R0 :基本再生産数, e :平均潜伏期間, l :平均発症期間, N :その地域の総人口

SEIRモデルはこれらの常微分方程式を積分演算することで, 図 2.1のように各人

口を Susceptibleから順にボトムアップで予測する工程を繰り返し,時系列的変化を

逐次的に予測する. R0は「基本再生産数」と呼ばれるパラメータで, 感染者がウィル

スに対して免疫を持たない人口に対して直接感染させる人数の期待値を表した数値

である. eは感染者の体内にウィルスが潜伏する期間の期待値, lは症状を発している

期間の期待値を表すパラメータである. S(t)の係数にあたる−R0

e
∗ I(t)

N
は 1日当たり

に Susceptibleから Exposedに遷移する人口の割合を表しており, 同様に e−1, l−1は
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図 2.1: SEIRモデルの構造

それぞれExposedから Infectedへ, InfectedからRecoveredへの遷移割合を示す. 加

えてN はN = S(t) +E(t) + I(t) +R(t)を満たすと同時にモデルの各常微分方程式

の総和が 0に等しいため, SEIRモデルはその地域の総人口が時間の経過とともに変

化しないという仮定の下で計算を行うという性質を持っている. また, 上述の SEIR

モデルの基本的な概念に加え, ワクチン, 自然免疫, 重篤患者といった感染症に関わ

るその他の要因を考慮しパラメータや予測する人口を追加した拡張 SEIRモデルも

存在する.　本研究で用意した拡張 SEIRモデルについては次章で述べる.
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第3章 免疫獲得者数を考慮した拡張SEIRモ

デルの提案

本研究では通常の SEIRモデルに加え次の 4種類の拡張 SEIRモデルを用意した.

3.1 重症者を考慮したSEIRモデル

感染症流行下では一般的に Infectedに属する人口の持つ症状が重症化する場合も

考えられる. このモデルでは通常の SEIRモデルで扱う人口に重症者患者を表す人

口である Severelyを新たに追加した (図 3.1). 構造式は以下の通りになる.

dS

dt
= −R0

e
∗ I(t)

N
S(t) (3.1)

dE

dt
=

R0

e
∗ I(t)

N
S(t)− 1

e
∗ E(t) (3.2)

dI

dt
=

1

e
∗ E(t)− 1

l
∗ I(t)− v ∗ I(t) (3.3)

dV

dt
= v ∗ I(t)− vr ∗ V (t) (3.4)

dR

dt
=

1

l
∗ I(t) (3.5)

Severelyの追加に付随して新たなパラメータ v, vr を導入した. これらはそれぞれ

Infectedから Severelyへ, SeverelyからRecoveredへ遷移する確率を表している.

図 3.1: 重症者を考慮した SEIRモデル
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3.2 自然免疫を考慮したSEIRモデル

人間には一度体内に侵入した病原菌の情報を記憶する自然免疫という機能が働く

とされている. COVID-19流行下の現在においては一度症状を克服したのち SARs-

CoV-2に対して自然免疫を獲得する場合も考えられる. 従って, このモデルでは免疫

を獲得した人口であるQuarantinedを新たに追加した (図 3.2). 構造式は以下の通り

になる.

dS

dt
= −R0

e
∗ I(t)

N
S(t) (3.6)

dE

dt
=

R0

e
∗ I(t)

N
S(t)− 1

e
∗ E(t) (3.7)

dI

dt
=

1

e
∗ E(t)− 1

l
∗ I(t) (3.8)

dR

dt
=

1

l
∗ I(t)− αr ∗R(t) (3.9)

dQ

dt
= αr ∗R(t) (3.10)

Quarantinedの追加に付随する新たなパラメータにαrを導入した. これはRecovered

からQuarantinedに遷移する確率を表している. なお, 本研究ではQuarantinedに属

する人口がウィルスに感染するブレイクスルー感染は起こらないものとする.

図 3.2: 自然免疫を考慮した SEIRモデル
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3.3 自然免疫とワクチンによる免疫を考慮したSEIRモデル

このモデルでは先に述べた自然免疫に加えワクチンによって獲得した免疫の影響

を考慮している (図 3.3). ここではワクチンを接種するのはSusceptibleに属する人

口に限定する. 構造式は以下の通りになる.

dS

dt
= −R0

e
∗ I(t)

N
S(t)− αs ∗ S(t) (3.11)

dE

dt
=

R0

e
∗ I(t)

N
S(t)− 1

e
∗ E(t) (3.12)

dI

dt
=

1

e
∗ E(t)− 1

l
∗ I(t) (3.13)

dR

dt
=

1

l
∗ I(t)− αr ∗R(t) (3.14)

dQ

dt
= αr ∗R(t) + αs ∗ S(t) (3.15)

新たに導入した αsは SusceptibleからQuarantinedへの遷移確率を表している.

図 3.3: 自然免疫とワクチンによる免疫を考慮した SEIRモデル
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3.4 重症者, 自然免疫, ワクチンによる免疫を考慮したSEIRモデル

このモデルは重症者, 自然免疫, ワクチンによる免疫全てを考慮した SEIRモデル

となっている (図 3.4). その構造式は以下の通りになる.

dS

dt
= −R0

e
∗ I(t)

N
S(t)− αs ∗ S(t) (3.16)

dE

dt
=

R0

e
∗ I(t)

N
S(t)− 1

e
∗ E(t) (3.17)

dI

dt
=

1

e
∗ E(t)− 1

l
∗ I(t)− v ∗ I(t) (3.18)

dV

dt
= v ∗ I(t)− vr ∗ V (t) (3.19)

dR

dt
=

1

l
∗ I(t) + vr ∗ V (t)− αr ∗R(t) (3.20)

dQ

dt
= αr ∗R(t) + αs ∗ S(t) (3.21)

図 3.4: 重症者, 自然免疫, ワクチンによる免疫を考慮した SEIRモデル
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第4章 SEIRモデルのパラメータ推定法

本研究では SEIRモデルを用いて未来のCOVID-19の流行を予測するにあたって,

次の三つの手順を踏む.

• Step1 過去の最適パラメータを導出する.

• Step2 過去の最適パラメータから未来の最適パラメータを逐次的に推定.

• Step3 未来の最適パラメータを SEIRモデルに投入.

まず本研究では, 予測開始日のインデックスを iとしたときの SEIRモデルの最適

パラメータ Piを以下の通りに定義する.

Pi = arg min
θ

[RecoveredのRMSE(i)]

RMSE(i) =

√

√

√

√

1

n− i+ 1

n
∑

t=i

(yt − ŷt)2

θ :パラメータの集合, yt :観測値, ŷt :モデルの予測値

　

先行研究 [7]では SEIRモデルのパラメータ推定を地域の平均収入や健康管理の徹

底度などの国勢調査のデータを共変量とした回帰モデルによって行っていた. 日本

国内ではそのようなデータは容易に入手できないことから,本研究では Piを導出す

るにあたって SEIRモデルの予測値と [10]から入手できるRecoveredの観測値との

RMSE(最小二乗平方根誤差)の最小化を目標とする. Step1では流行を予測したい時

期よりも過去の時期から予測シミュレーションを開始し, その予測値と既知である

過去のデータとのRMSEを最小にするパラメータ, 「過去の最適パラメータ」を導

出する. Step2では, 未来の流行を SEIRモデルで予測した場合にその時は未知だが
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後に得られる観測値, すなわち未来のデータと予測値のRMSEが最も小さくなるで

あろうパラメータ,「未来の最適パラメータ」を時系列分析を用いて推定する. 最後

に Step3では Step2で得られたパラメータを SEIRモデルに投入し予測値を算出す

る. この章では Step1と Step2についてそれらの手順の詳細について述べる.

4.1 過去の最適パラメータの導出

SEIRモデルを用いて予測する期間の長さを S(日)とした時, 予測値のサンプル数

はSと等しい. この場合, RMSEを算出する際に参照される過去のデータのインデッ

クスは i ∼ i+ Sになる.　過去のデータの長さを T とすると, 前述の範囲の最大値

が T を越えない予測開始日 iの範囲は 0 ≤ i ≤ T − Sとなる. 従って, ここで求める

過去の最適パラメータ Ppastは次の通りになる.

Ppast = (P1, P2, ..., PT−S)

次に, Ppastの各要素を一つずつ導出するにあたり次の 2通りの方法を試している.

4.1.1 乱数で疑似的に導出

一様分布によって生成されたパラメータの組み合わせを1つずつSEIRモデルに投

入し, 最もRMSEの小さかったものを採用する. 本研究におけるサンプル数は10000

通り用意した.

4.1.2 勾配法を用いた最適化アルゴリズムによる導出

パラメータ θに従う目的関数 J(θ)が存在するときに, J(θ)が最小化に向かう降下

方向に θを更新する. この時, J(θ)の降下方向は−∇J(θ)で与えられ, パラメータの

更新は次の通りに行われる.

θ ← θ − α ∗ ∇J(θt) (4.1)

α :学習率
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αは「学習率」と呼ばれるパラメータで,一度の更新におけるパラメータの変化の大

きさを表している. Ppastの導出においてはRMSEの最小化を目標としているため,

本研究で設定した目的関数 J(θ)を

J(θ) =
1

2n

n
∑

t=i

(yt − ft(θ))
2 (4.2)

yt :観測値, ft(θ) :パラメータθ に従う SEIRモデルの予測値

とした場合を考える. J(θ)の降下方向−∇J(θ)は−J(θ)の一次微分によって導出す
ることができるため,

−∇J(θ) = −dJ(θ)
dθ

　 =
1

n

n
∑

t=i

(yt − ft(θ)) ∗
dft(θ)

dθ
(4.3)

となる. また dft(θ)
dθ
について SEIRモデルの出力を示す数式 (2.1) ∼ (2.4)の微分が難

しいことを考慮し, 本研究は数値微分によって近似的に導出する.

dft(θ)

dθ
= lim

h→0

ft(θ + h)− ft(θ)

h

;
ft(θ + ǫ)− ft(θ)

ǫ
(4.4)

ǫ : 1.0 ∗ 10−10などの極小値

上述の方法を繰り返すことによって, 任意の θとその制約 S対して

J(θ∗) ≤ J(θ) (4.5)

θ, θ∗ ∈ S (4.6)

を満たす最適解 θ∗を求める方法を「最急降下法」[11]と呼ぶ.

最急降下法には局所最適解に陥りやすいという欠点が存在する. 局所最適解とは,

点 θの ǫ近傍を

B(θ, ǫ) = {y ∈ R | ‖θ − y‖ < ǫ} (4.7)

と定義したときに, ǫ > 0について

θ ∈ B(θ∗, ǫ) ∩ Sならば J(θ∗) ≤ J(θ) (4.8)
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を満たす θ∗の集合 (θ∗ ∈ S)を表しており, J(θ∗)を極小値と呼ぶ. 最適解ならば局所

最適解になる. しかし, その逆は一般的に成立しない. 局所最適解となる θ∗におい

て, コスト関数の勾配∇J(θ∗)が 0になることが知られている [11, 12]. 最急降下法に

おいても, θの初期値によっては局所最適解付近で∇J(θ)が徐々に 0に近づくにつれ

θの更新が停滞してしまうことがある. 加えて, 学習率αが決め打ちになる関係上こ

の値が必要以上に小さい場合は局所最適解にたどりつけず, 必要以上に大きい値を

設定した場合は θが局所最適解付近を振動してしまうこともあり, 適切な αの見極

めが難しい欠点も挙げられる.これらの欠点を克服するために,最急降下法を応用し

たRMSProp[13], Adagrad[14]などの最適化アルゴリズムが開発されている.

本研究では, そのようなアルゴリズムの中でもAdam[15]を採用した. パラメータ

の更新は次の通りに行われる.

β1, β2 ∈ [0, 1) (4.9)

mt = β1mt−1 + (1− β1)∇J(θ) (4.10)

vt = β2vt−1 + (1− β2)(∇J(θ))2 (4.11)

m̂t =
mt

(1− β1)
(4.12)

v̂t =
vt

(1− β2)
(4.13)

θ ← θ − α ∗ m̂t√
v̂t + ǫ

(4.14)

t :更新を繰り返した回数 (iteration)

ǫ : 1.0 ∗ 10−10などの極小値

このアルゴリズムの特徴はパラメータの勾配∇J(θ)の移動平均mt, vtを用いること

で勾配の振動を抑制する Adagradと, これらを利用してパラメータ更新の度に学習

率を動的に変化させるRMSPropの特性を併せ持つ点にある. これにより, 最急降下

法よりもαの初期値に対する依存度の小さい安定したパラメータ更新を行うことが

できると考え, Adamの採用に至った.

また, 局所最適解に陥りやすい欠点に対しては, θの初期値の組み合わせを一様分

布による乱数で複数用意した上でパラメータ更新を行い,最終的に J(θ)が最も小さ

くなったものを一時的な解とするといった改善策を試行している.
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4.2 未来の最適パラメータの推定

未来の流行を予測するにあたって,予測開始日を過去のデータの示す最終日の次の

日 (i = T + 1)に設定した場合を仮定する. 過去の最適パラメータを導出する過程で

得られるのは予測開始日 0 ≤ i ≤ T −Sまでの最適パラメータであるため, ここでは

T − S + 1 ≤ i ≤ T + 1の最適パラメータ

Ppast
′ = (PT−S+1, PT−S+2, ..., PT+1) (4.15)

を推定する必要がある. この時, 過去のデータはこれ以上参照できないため, Ppastと

同じ導出法を用いることはできない. 従って, Ppastの時系列的変化に着目して, これ

を利用した時系列モデルによるPpast
′を図 4.1のように推定した.

time

P
a

ra
m

e
te

r

0 T−S T+1

P_past

P’_past

図 4.1: Ppast の時系列変化を利用した Ppast
′ の推定の例
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4.2.1 ホルトウィンタース法

ホルトウィンタース法 [16]は時系列データを構成する 3つの要素を利用して未来

の時系列の予測値を逐次的に推定するモデルを構築する. 1つ目の要素は trendと

呼ばれるものでこれは時系列データの上昇傾向または下降傾向, 2つ目は seasonで,

時系列データが反復する季節変動, 3つ目の要素 levelは trendに依存しない時系列

データの期待値をそれぞれ意味している. ある時刻 tにおける観測値 ytとすると, そ

のデータが周期Lで反復している場合のmステップ後の未来の期待値 ŷt+mは

ŷt+m = levelt +m ∗ trendt + seasont−L+1+(m−1)modL (4.16)

levelt = α(yt − seasont−L) + (1− α)(levelt−1 + trendt−1) (4.17)

trendt = β(levelt − levelt−1) + (1− β)trendt−1 (4.18)

seasont = γ(yt − levelt) + (1− γ) (4.19)

で表される. level, trend, seasonの初期値については導出が複雑なためここでは割

愛する. α, β, γは SSEの最小化問題をネルダーミード法 [17]で解いて導出される.

SSE =

n
∑

t=i

(yt − ŷt)
2 (4.20)

yt :観測値, ŷt :予測値

4.2.2 カルマンフィルタ

カルマンフィルタは, 状態空間モデルと呼ばれる時系列モデルの一種である. ここ

で言う「状態」とは, 直接的に観測される観測値とは逆の潜在的な確率変数を意味

している [18]. 状態空間モデルにおいて, 状態に関してはマルコフ性に従い, 観測値

に関してはその時点における状態によってのみ決まるとそれぞれ仮定する. ある時

系列 tにおける状態 xt, 観測値 ytは次の方程式によって表現される.

xt = Gtxt−1 + wt wt ∼ N (0,Wt) (4.21)

yt = Ftxt + vt vt ∼ N (0, Vt) (4.22)
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Gt : p× pの状態遷移行列, Ft : 1× p観測行列, wt :状態雑音, vt,観測雑音

Wt : wtの p× pの共分散行列, Vt : vtの共分散行列

状態の初期値x0は p次元のベクトルm0, p×pの共分散行列C0の正規分布に従う. す

なわち, x0 ∼ N (m0, C0)である. カルマンフィルタを用いて未来の期待値 (yT(T > t))

を予測するにあたって, 1 < T ≤ tにおける観測値に対する状態の条件付き分布であ

るフィルタリング分布 p(xt|y1:t)を推定する必要があり, この過程をカルマンフィル

タリングと呼ぶ. また, カルマンフィルタリングに必要な一期先予測分布 p(xt|y1:t−1),

一期先予測尤度 p(yt|y1:t−1)は次の通りになる.

フィルタリング分布 p(xt|y1:t) ∼ N (mt, Ct) : 平均ベクトルmt,共分散行列Ct

一期先予測分布 p(xt|y1:t−1) ∼ N (αt, Rt) : 平均ベクトルαt,共分散行列Rt

一期先予測尤度 p(yt|y1:t−1) ∼ N (ft, Qt) : 平均値 ft,共分散行列Qt

カルマンフィルタリングを行う手続きについて考える. 一期先予測分布について,

その平均ベクトル αtは

αt = E[xt|y1:t−1] (4.23)

となり, 反復期待値の法則とマルコフ性より, 以下が成り立つ.

αt = E[E[xt|xt−1, y1:t−1]|y1:t−1] (4.24)

= E[E[xt|xt−1]|y1:t−1] (4.25)

状態方程式において, p(xt|xt−1) = N (Gtxt−1,Wt)が成り立つため

= E[Gtxt−1|y1:t−1] (4.26)

= Gt ∗E[xt−1|y1:t−1] (4.27)

= Gtmt−1 (4.28)

共分散行列Rtについて,

Rt = V ar[xt|y1:t−1] (4.29)
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となり, 総分散の法則を用いて

= E[V ar[xt|xt−1, y1:t−1]|y1:t−1] + V ar[E[xt|xt−1, y1:t−1]|y1:t−1] (4.30)

= E[V ar[xt|xt−1]|y1:t−1] + V ar[E[xt|xt−1]|y1:t−1] (4.31)

αtと同様に

= E[Wt|y1:t−1] + V ar[Gtxt−1|yt] (4.32)

= Wt +GtCt−1Gt
⊤ (4.33)

次に一期先予測尤度について, 平均ベクトル ftは

ft = E[yt|yt−1] (4.34)

反復期待値の法則とマルコフ性より,

= E[E[yt|xt, y1:t−1]|y1:t−1] (4.35)

= E[E[yt|xt]|y1:t−1] (4.36)

状態方程式において, p(yt|xt) = N (Ftxt, Vt)が成り立つため

= E[Ftxt|y1:t−1] (4.37)

= Ft ∗ E[xt|y1:t−1] (4.38)

= Ftαt (4.39)

共分散行列Qtについて,

Qt = V ar[yt|yt−1] (4.40)

総分散の法則を用いて

= E[V ar[yt|xt−1, y1:t−1]|y1:t−1] + V ar[E[yt|xt, y1:t−1]|y1:t−1] (4.41)

= E[V ar[yt|xt]|y1:t−1] + V ar[E[yt|xt]|y1:t−1] (4.42)

ft同様に

= E[Vt|y1:t−1] + V ar[Ftxt|y1:t−1] (4.43)

= Vt + FtRt−1Ft
⊤ (4.44)
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最後にフィルタリング分布について考える. ベイズの定理を用いて

p(xt|y1:t) = p(xt|y1:t−1)
p(yt|xt)

p(yt|y1:t−1)
(4.45)

∝ p(yt|xt)p(xt|y1:t−1) (4.46)

= N (Ftxt, Vt)N (αt, Rt) (4.47)

この時のフィルタリング分布の平均ベクトル mt, 共分散行列 Ctについて, ノイズ ǫ

が正規分布に従う次のような一般の線形回帰モデル

y = Xβ + ǫ, ǫ ∼ N (0, V ) (4.48)

に対して, p(β|y) ∝ N (Xβ, V )N (m0, C0)を満たす p(β|y)の平均ベクトルm, 共分散

行列Cは次の通りに導かれることが知られている.

m = m0 + CoX
⊤(XCoX

⊤ + V )−1(y −Xm0) (4.49)

C = C0 − C0X
⊤(XC0X

⊤ + V )−1XC0 (4.50)

これをフィルタリング分布 p(xt|y1:t)に当てはめた場合, 式 (3.39), (3.43)を用いて

mt = αt +RtFt
⊤(FtRtFt

⊤ + Vt)
−1(yt − Ftαt) (4.51)

= αt +RtFt
⊤Qt

−1[yt − ft] (4.52)

Ct = Rt − RtFt
⊤(FtRtFt

⊤ + V )−1FtRt (4.53)

= [I − RtFt
⊤Qt

−1Ft]Rt (4.54)

となる.

上記の導出法に基づくカルマンフィルタリングの疑似コードを図 4.2に示す. ここ

ではカルマン利得と呼ばれる p×pの行列が出現する. これは,観測値と一期先予測尤

度の平均ベクトルとの差 yt−ftをフィルタリング分布にどれだけ反映させるかの重み
を表している. また, この状態空間モデルのパラメータを θ = {Gt, Ft,Wt, Vt, m0, C0}
と置く時, その対数尤度 l(θ)は

l(θ) =

t
∑

i=1

log p(yt|y1:t−1, θ) (4.55)

:= −1
2

∑

i=1

t log |Qt| −
1

2
(yt − ft)

2/Qt (4.56)



第 4章 SEIRモデルのパラメータ推定法 18

Require: 時点 t− 1におけるフィルタリング分布: mt−1, Ct−1

1: for T = 1 to t do

2: {・一期先予測分布 }
3: αt ← Gtmt−1

4: Rt ← GtCt−1Gt
⊤ +Wt

5: {・一期先予測尤度 }
6: ft ← Ftα

7: Qt ← FtRt−1Ft⊤+ Vt

8: {・カルマン利得 }
9: Kt ← RtFt

⊤Q−1

10: {・状態の更新 }
11: mt ← Kt[yt − ft]

12: Ct ← [I −KtFt]Rt

13: end for

14: return m = {m0,m1, ...,mt}, C = {C0, C1, ..., Ct}

図 4.2: カルマンフィルタの疑似コード

となり [19], パラメータ θは l(θ)を最大にする最尤推定によって補正されることにな

る. 次に観測値の k期先の期待値 yt+kを推定するカルマン予測について述べる. k

期先予測分布もフィルタリング分布同様に正規分布に従う.

k期先予測分布N (at(k), Rt(k)) :平均ベクトルαt(k − 1),共分散行列Rt(k − 1)

ここで, k = 1から k = s(s ≥ 1)における時点 t + k期先予測分布を求めることを考

える. αt(k)について, 反復期待値の法則の法則とマルコフ性より以下が成り立つ.

αt(k) = E[xt+k|y1:t] (4.57)

= E[E[xt+k|xt+k−1, y1:t]|y1:t] (4.58)

= E[E[xt+k|xt+k−1]|y1:t] (4.59)

また, k 期先予測分布 p(xt+k|xt+k−1)は正規分布 N (Gt+kxt+k−1,Wt+k)に従うため,

αt(k)は

= E[Gt+kxt+k−1|y1:t] (4.60)

= Gt+k ∗ αt(k − 1) (4.61)
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Require: 時点 t+ k − 1における k − 1期先予測分布: αt(k − 1), Rt(k − 1)

1: for k = 1 to s(s ≤ 1) do

2: {・k期先予測分布 }
3: αt(k)← Gt+kαt(k − 1)

4: Rt(k)← Gt+kRt(k − 1)Gt+k
⊤ +Wt+k

5: end for

6: return m = {m0,m1, ...,mt}, C = {C0, C1, ..., Ct}

図 4.3: カルマン予測の疑似コード

となる. Rt(k)について, 総分散の法則とマルコフ性より以下が成り立つ.

Rt(k) = V ar[xt+k|y1:t] (4.62)

= E[V ar[xt+k|xt+k−1, y1:t]|y1:t]

+V ar[E[xt+k|xt+k−1, y1:t]|y1:t] (4.63)

= E[V ar[xt+k|xt+k−1]|y1:t] + V ar[E[xt+k|xt+k−1]|y1:t] (4.64)

αt(k)同様にRt(k)は以下の通りになる.

= E[Wt+k|y1:t] + V ar[Gt+kxt+k−1|y1:t] (4.65)

= Wt+k +Gt+kRt(k − 1)Gt+k
⊤ (4.66)

上記の推定法に基づくカルマン予測の疑似コードを図 4.3に示す. 総じて, このア

ルゴリズムにおける演算は k期先予測分布を (k − 1)期先予測分布を状態遷移する

ことで推定を行っている.
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最後に, カルマンフィルタのパラメータ θ = {Gt, Ft,Wt, Vt, m0, C0}の初期設定に
ついて述べる [18]. 本研究では観測値の持つトレンドと周期 sの存在を仮定し, トレ

ンドを考慮したローカルトレンドモデルと周期性を考慮した周期モデルの出力を足

し合わせたモデルを使用する. この場合, ローカルトレンドモデルの初期パラメータ

は以下の通りになる.

xt = [xt], Gt = [1],Wt = W (4.67)

Ft = [1], Vt = V (4.68)

周期モデルのパラメータは一部に (s− 1)次元のベクトルと行列を用いて以下の通り

になる.

xt =

















xt−s

xt−s+1

...

xt−1

















, Gt =

















−1 · · · −1 −1
1

. . .

　 1

















,Wt =

















W

0

. . .

　 0

















(4.69)

Ft = [1, 0, ..., 0], Vt = V (4.70)

また, 本研究ではW = 0, V = 0として実験を行った.
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第5章 SEIRモデルおよび拡張SEIRモデル

を用いた検証実験

本章では, SEIRモデルのパラメータ推定法を用いた実験について述べる. 最初に,

COVID-19の流行予測に関しては次の二通りの時期に分けて行う.

• ワクチン接種が進んでいない時期 (2020年 12月 ∼ 2021年 4月)

• ワクチン接種の影響を考慮する時期 (2021年 8月 ∼ 2021年 12月)

これらの時期で予測をするにあたって, 2章で述べた通常の SEIRモデルに加え, 自

然免疫・重症者・ワクチンによる免疫といった因子を考慮した複数の拡張SEIRモデ

ルの精度比較を行う. ここで用いる精度の評価指標について, 予測する時期によって

Recoveredの観測値の大小が異なり, 観測値と予測値の差分が大きく影響する絶対誤

差であるRMSEでは観測値と予測値のずれの度合いを判断するのは難しい. 例えば

得られたサンプル数が 1であると仮定した場合, 観測値が 50で予測値が 49であった

時のRMSEと観測値が 20で予測値が 19であった時のRMSEは両方とも 1である.

しかし, 前者と後者とではずれの重みが異なる. そこで, 本研究では精度の評価指標

として観測値に対して差分を相対的に評価する相対誤差であるMAPE(平均絶対誤

差率)を採用した.

MAPE =
1

n− i+ 1

n
∑

t=i

|yt − ŷt|
|yt|

(5.1)

yt :観測値, ŷt :モデルの予測値

　

先ほどの例をMAPEで評価した場合, 前者のMAPEは 0.02, 後者は 0.05となる. こ

れはそれぞれの予測値と実測値との絶対誤差は実測値に対して平均で2.0%, 5.0%ず
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れていることを表している。すなわち,後者のずれの度合いの方が大きいと判断する.

ワクチン接種が進んでいない時期, ワクチン接種の影響を考慮する時期それぞれにお

いて用意した SEIRモデルのMAPEを比較し, その結果から高い精度で COVID-19

の流行を予測するのに考慮すべき因子について考察する.

5.1 実験概要

この節では実験の設定を述べる. 実験における COVID-19流行予測の期間と予

測に用いるモデルを表 5.1に示す. ワクチン接種が進んでいない時期の予測には

SusceptibleからQuarantinedへの遷移を含まない通常の SEIRモデル, 重症者を考

慮した SEIRモデル, 自然免疫を考慮した SEIRモデルを用いる. 日本の全人口にお

けるワクチン接種率が 20%を上回る [20], 2021年 8月から 2021年 12月の時期の予

測にはこれらのモデルに自然免疫,ワクチンを考慮した SEIRモデルと重症者, 自然

免疫, ワクチンを考慮した SEIRモデルを加えた計 5種類のモデルのMAPEを評価

指標とした精度を検証する. 未来の流行予測の期間は 1ヶ月とし, 各時期における月

の始めを予測開始日に設定した. 例えば, ワクチン接種が進んでいない時期の場合の

予測開始日は 2020年 12月 1日, 2021年 1月 1日といったように設定される. また,

Step1での 2種類の過去の最適パラメータ導出法と, Step2で行われる 2種類の未来

の最適パラメータ推定法の合計 4通りの手法を用いた場合の予測値についても比較

する.

表 5.1: COVID-19流行予測の期間と予測に用いるモデル

予測期間 予測に用いるモデル

ワクチン接種が進んでいない時期

(2020年 12月 ∼ 2021年 4月)

通常の SEIRモデル,

重症者を考慮した SEIRモデル,

自然免疫を考慮した SEIRモデル,

ワクチン接種を考慮する時期

(2021年 8月 ∼ 2021年 12月)

上記の三つのモデルに加え

自然免疫, ワクチンを考慮した SEIRモデル,

重症者, 自然免疫, ワクチンを考慮した SEIRモデル



第 5章 SEIRモデルおよび拡張 SEIRモデルを用いた検証実験 23

表 5.2: 乱数で疑似的に導出する際の設定

パラメータの分布

R0 ∼ U(0.1, 3.0)

e ∼ U(4, 10.0)

l ∼ U(6, 14.0)

v ∼ U(1e− 7, 1e− 2)

vr ∼ U(1e− 4, 1e− 2)

αr ∼ U(1e− 4, 1e− 2)

αs ∼ U(1e− 6, 1e− 3)

パラメータの組み合わせ n = 10000

予測期間の長さ (日) S = 28

過去のデータ

ワクチン接種が進んでいない時期は

2020年 7月 1日以降,

ワクチン接種の影響を考慮する時期は

2021年 2月 17日以降のデータを使用.

.

5.1.1 過去の最適パラメータの導出

次に, 4章で述べた推定法を実験でどのように設定したのかについて述べる.過去

の最適パラメータの導出法の 1つとしている「乱数で疑似的に導出」する方法につ

いて, 実験時の設定を表 5.2に示す. パラメータについては各パラメータは最大値a,

最小値 bの一様分布U(a, b)に従う乱数を生成し計 10000通りの組み合わせを用意す

る. また, 予測期間については事前検証の結果, 最も有効であった 28日に設定した.

過去の最適パラメータの導出に必要な過去のデータは, ワクチン接種が進んでいな

い時期は 2020年 7月 1日, ワクチン接種を考慮する時期は日本国内でワクチン接種

が始まる 2021年 2月 17日以降 [20]のものを使用し, その末尾は未来の流行開始日の

前日までとした.

最適化アルゴリズム (Adam)で導出する際の設定を表 5.3に示す. パラメータの初

期値の組み合わせは計算時間を考慮して 10通りとし, この際R0, e, lは一様分布に従

う乱数によって生成されるが v, vr, αr, αsは一定の数値で固定した. 過去のデータの

範囲は前述の方法と同じである. Adamの更新式に用いるパラメータはα = 0.5, β1 =

0.9, β2 = 0.99とし, 更新を繰り返す回数は 50回とした.
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表 5.3: 最適化アルゴリズム (Adam)で導出する際の設定

パラメータの分布

R0 ∼ U(0.2, 1.0)

e ∼ U(6, 10)

l ∼ U(6, 10)

v = 1e+ 4

vr = 1e+ 4

αr = 1e+ 4

αs = 1e+ 6

パラメータの組み合わせ n = 10

予測期間の長さ (日) S = 28

過去のデータ

ワクチン接種が進んでいない時期は

2020年 7月 1日以降,

ワクチン接種の影響を考慮する時期は

2021年 2月 17日以降のデータを使用.

Adamのパラメータ α = 0.5, β1 = 0.9, β2 = 0.99

更新を繰り返す回数 t = 50

5.1.2 未来の最適パラメータの推定

ホルトウィンタース法 (以下, HW)に関しては観測値以外に必要な設定は存在しな

い. カルマンフィルタ (以下, KF)のパラメータ θ = {Gt, Ft,Wt, Vt, m0, C0}の初期設
定については 4章で述べたが再掲する. ローカルトレンドモデルの初期パラメータ

は以下の通りになる.

xt = [xt], Gt = [1],Wt = W (5.2)

Ft = [1], Vt = V (5.3)

周期モデルのパラメータは一部に (s− 1)次元のベクトルと行列を用いて以下の通り

になる.

xt =

















xt−s

xt−s+1

...

xt−1

















, Gt =

















−1 · · · −1 −1
1

. . .

　 1

















,Wt =

















W

0

. . .

　 0

















(5.4)

Ft = [1, 0, ..., 0], Vt = V (5.5)
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本研究ではこれら 2つのモデルの出力を足し合わせて予測値を算出した. これらの

モデルにおける定数W,V に関してはW = 0, V = 0として実験を行った.

5.1.3 実験環境

データの管理はExcel,プログラミング言語はR, OSはWidows10, CPUは Intel(R)

Core(TM) i5-10300H CPU@2.50GHz 2.50GHzを使用した. プログラム実行時には

doParallelパッケージ, snowパッケージによるマルチコアの並列処理によって計算

時間を短縮した.

5.2 実験結果

この節では, 複数の SEIRモデルの精度比較実験を行った結果について述べる.

5.2.1 ワクチン接種が進んでいない時期 (2020年 12月 ∼ 2021年 4月)

通常の SEIRモデル (モデル 1), 重症者込みの SEIRモデル (モデル 2), 自然免疫込

みの SEIRモデル (モデル 3)について Step1で過去の最適パラメータを乱数を用いて

導出した際のRecoveredの予測値を図 5.1 ∼図 5.5, Step1で過去の最適パラメータを

最適化アルゴリズムを用いて導出した際のRecoveredの予測値を図5.6 ∼図 5.10, こ

れらの実測値とのMAPEを表 5.4, 表 5.5に示す. 2020年の 12月においてはMAPE

が 0.1を越えるモデルの予測値が複数確認でき, 図 5.1, 図 5.6ではそれらが実測値に

対して大幅に乖離していた. 表 5.4, 表 5.5からは 2021年 1月, 2月では一つの Step1

と Step2の組み合わせに対して固定したモデルの構造に関わらず各モデルのMAPE

それぞれが近い値となり, 図 5.3∼図 5.10では各モデルの予測値が重なり合うように

プロットされるパターンも確認された. また, 全体的に予測期間が 2020年 12月から

2021年 4月に近づくほどMAPEが小さくなる傾向を示していた. 未来の予測開始日

が先になるほど Step1で参照できる過去のデータの長さが増え, その分より多くの

過去の情報を取り込むことで正確な未来の最適パラメータの推定に繋がり, 予測精

度の向上に寄与することが示唆される.



第 5章 SEIRモデルおよび拡張 SEIRモデルを用いた検証実験 26

表 5.4: 乱数によって過去の最適パラメータを導出した際のMAPE

予測期間

(1ヶ月)

通常 重症者込み 自然免疫込み

HW KF HW KF HW KF

2020年 12月 43.021706 0.085055 3.079404 0.069454 0.097939 0.055811

2021年 1月 0.051279 0.020858 0.024198 0.019391 0.057257 0.020994

2021年 2月 0.029544 0.068476 0.048759 0.070224 0.207246 0.078385

2021年 3月 0.014810 0.008262 0.005092 0.008234 0.005256 0.041694

2021年 4月 0.007263 0.001694 0.006879 0.012841 0.007013 0.001496

平均 8.627393 0.038686 0.632867 0.036029 0.077380 0.041401

Step1の手法について, 最適化アルゴリズムの処理時間は約 7時間, 乱数によって

過去の最適パラメータを導出した際の処理時間は約30分であった. 実験を始める前

は処理時間の差から最適化アルゴリズムを用いた方がMAPEは全体的に小さくな

ると予想していた. しかし, 実際は予想に反して乱数を用いた方がMAPEが小さく

なっているケースを確認した. このことより, Step1でAdamによる最適化が十分で

はなく, 乱数を用いた場合よりも最適なパラメータを導出できていない場合もあっ

たと言える. 十分な最適化のためには, パラメータの初期値の範囲を広くする, 学習

率 αや更新を繰り返す回数 tを更に大きくするなどの改善策が挙げられる.

MAPEの平均値が最も小さかったモデルと手法の組み合わせは,予測モデルにモデ

ル 3, Step1に最適化アルゴリズム, Step2にKFを選択し予測を行った場合でMAPE

の平均値は 0.035387, 次点で予測モデルにモデル 2, Step1に乱数, Step2にKFを選

択して予測を行った場合でMAPEの平均値 0.036029であった. これら 2つの結果を

比較した場合, ワクチンが接種が始まっていないまたはワクチン接種率が低い時期

に SEIRモデルを用いてCOVID-19の流行を予測する際には自然免疫の影響を考慮

した SEIRモデルの精度が高くなる.
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表 5.5: 最適化アルゴリズムによって過去の最適パラメータを導出した際のMAPE

予測期間

(1ヶ月)

通常 重症者込み 自然免疫込み

HW KF HW KF HW KF

2020年 12月 0.322164 0.078721 0.297037 0.074060 0.399111 0.080209

2021年 1月 0.034329 0.020867 0.032356 0.020196 0.034380 0.020812

2021年 2月 0.052354 0.063254 0.062307 0.074968 0.052610 0.063581

2021年 3月 0.013998 0.009542 0.013415 0.009168 0.015103 0.002200

2021年 4月 0.010361 0.012603 0.010363 0.012615 0.010929 0.011871

平均 0.086392 0.036619 0.082846 0.037822 0.102134 0.035387
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図 5.1: Step1で乱数, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測値 (12月)
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図 5.2: Step1で乱数, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測値 (1月)
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図 5.3: Step1で乱数, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測値 (2月)
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図 5.4: Step1で乱数, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測値 (3月)
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図 5.5: Step1で乱数, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測値 (4月)
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図 5.6: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測

値 (2020年 12月)

date

P
o

p
u

la
ti
o

n

1/01 1/15 1/312
0

0
0

0
0

2
4

0
0

0
0

2
8

0
0

0
0

3
2

0
0

0
0 measured

model1

model2

model3

date

P
o

p
u

la
ti
o

n

1/01 1/15 1/312
0

0
0

0
0

2
4

0
0

0
0

2
8

0
0

0
0

3
2

0
0

0
0 measured

model1

model2

model3

図 5.7: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測
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図 5.8: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測

値 (2021年 2月)
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図 5.9: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測

値 (2021年 3月)
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図 5.10: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測

値 (2021年 4月)
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5.2.2 ワクチン接種の影響を考慮する時期 (2021年 8月 ∼ 2021年 12月)

通常の SEIRモデル (モデル 1), 重症者込みの SEIRモデル (モデル 2), 自然免疫込

みの SEIRモデル (モデル 3), 自然免疫とワクチンによる免疫込みのSEIRモデル (モ

デル 4), 重症者, 自然免疫, ワクチンによる免疫込みの SEIRモデル (モデル 5)にお

ける Step1で過去の最適パラメータを乱数を用いて導出した際の Recoveredの予測

値を図 5.11 ∼ 5.15, Step1で過去の最適パラメータを最適化アルゴリズムを用いて

導出した際のRecoveredの予測値を図 5.16 ∼ 5.20, これらの実測値とのMAPEを表

5.6, 表 5.7に示す. 2021年 8月 COVID-19の新規感染者の急激な増加傾向にあった

時期であった. MAPEも後の予測期間と比べて大きく,図 5.11, 図 5.16では月末にお

いては予測値と実測値との絶対誤差が実測値の 2倍以上ずれているモデルを複数確

認した. 現状この期間におけるRecovered予測精度は低く, 新規感染者の急増にも対

応し十分な精度を確保できる手法の模索が今後の課題となる. 2021年 10月, 11月,

12月に関しては先の期間とは対称的に1日当たりの新規感染者が少なくCOVID-19

の流行が一時的に落ち着きつつあった時期であり, MAPEも 12月に近づくにつれ減

少する傾向が確認できたため, このような時期の予測精度は十分高い. 特に 12月に

おいては Step1に最適化アルゴリズム, Step2にHWを用いたモデル 5を除いて予測

値と実測値とのずれが最大で 1万未満であった様子が図 5.15, 図 5.20から確認でき

た. また, 表 5.6, 表 5.7ではワクチン接種が進んでいない時期同様に最適化アルゴリ

ズムによる最適化が十分ではないケースもあった.

MAPEの平均値が最小となったモデルと手法の組み合わせは, 予測モデルにモデ

ル 3, Step1に乱数, Step2にKFを選択して予測を行った場合でMAPEの平均値は

0.022514であった. これより, ワクチン接種率が高まりその影響を考慮する時期に

Recoveredを高い精度で予測する上では, SEIRモデルに重症者を考慮せずに自然免

疫とワクチンによる免疫獲得の影響を加味した方がよい.
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図 5.11: Step1で乱数, Step2でHW(左), KF(右)を用いた場合のRecoveredの予測値 (2021年 8月)
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図 5.12: Step1で乱数, Step2でHW(左), KF(右)を用いた場合のRecoveredの予測値 (2021年 9月)
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図 5.13: Step1で乱数, Step2でHW(左), KF(右)を用いた場合のRecoveredの予測値 (2021年 10月)
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図 5.14: Step1で乱数, Step2でHW(左), KF(右)を用いた場合のRecoveredの予測値 (2021年 11月)
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図 5.15: Step1で乱数, Step2でHW(左), KF(右)を用いた場合のRecoveredの予測値 (2021年 12月)
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図 5.16: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測

値 (8月)
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図 5.17: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測
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図 5.18: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測

値 (10月)
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図 5.19: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測

値 (11月)



第 5章 SEIRモデルおよび拡張 SEIRモデルを用いた検証実験 36

date

P
o

p
u

la
ti
o

n

12/01 12/15 12/31

1
7

5
0

0
0

0
1

8
0

0
0

0
0

1
8

5
0

0
0

0 measured

model1

model2

model3

model4

model5

date

P
o

p
u

la
ti
o

n

12/01 12/15 12/311
7

2
2

0
0

0
1

7
2

4
0

0
0

measured

model1

model2

model3

model4

model5

図 5.20: Step1で最適化アルゴリズム, Step2で HW(左), KF(右)を用いた場合の Recoveredの予測
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第6章 拡張SEIRモデルを用いた感染者数の

傾向予測

日本における Infectedの実測値 [10]を図 6.1, 日本におけるRecoveredの実測値の

差分, 即ち前後の要素間の差 (yt+1− yt) を図 6.2に示す. これらの 2つの値の間には

強い相関があるため (r = 0.956457), SEIRモデルによってRecoveredを高い精度で

予測できている場合, その予測値の差分は Infectedの実測値と正の相関関係にあり

Infectedの増加傾向ないしは減少傾向の予測が可能になるという仮説を立てた. そ

こで, 本章では 5章でワクチン接種が進んでいない時期とワクチン接種を考慮する時

期それぞれにおいてMAPEの平均値が最小となったモデルと手法の組み合わせ (表

6.1)を用いてRecoveredの予測値の差分を求め, Infectedの実測値との相関関係を調

べる. また, そのモデルによる Infectedの予測値も同様に Infectedの実測値との相関

関係を調べ, 2つの調査結果を比較する.

表 6.1: 5章の実験でMAPEの平均値が最小であったモデルと手法の組み合わせ

予測を行う時期 使用したモデル Step1 Step2

ワクチン接種が進んでいない時期

(2020年 12月 ∼ 2021年 4月)

自然免疫を考慮した

SEIRモデル
最適化アルゴリズム KF

ワクチン接種を考慮する時期

(2021年 8月 ∼ 2021年 12月)

自然免疫とワクチンを

考慮した SEIRモデル
乱数 KF
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図 6.1: 日本における Infectedの実測値
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図 6.2: Recoveredの実測値の差分 (2020年 2月 14日 ∼ 2021年 12月 31日)
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Recoveredの予測値の差分及び Infectedの予測値と Infectedの実測値との相関係

数を表 6.2, Infectedの実測値と予測値及び Recoveredの予測値の差分を図 6.3 ∼ 図
6.12に示す. 表 6.2より, Infectedの実測値と強い正の相関 (r > 0.90)を示した予測

期間だけではなく, 逆に強い負の相関 (r < −0.90)を示した予測期間も確認できた.

2021年 3月, 2021年 4月を除いて 2種類の相関係数の絶対値に大きな差はないため,

Recoveredの予測値の差分または Infectedの予測値によって Infectedの実測値の傾

向を予測することは一部の予測期間で可能である. 表 6.2と図 6.3 ∼ 図 6.12から, 相

関係数と Infectedの実測値の傾向との関係は次の通りになる.

• 相関係数が 0.90に近い

モデルが Infectedの増加傾向, 減少傾向を正確に予測できていた. (図 6.3, 図

6.8, 図 6.10, 図 6.11)

• 相関係数の絶対値が 0.50に近い

モデルは最初の数日の Infected の傾向を予測できていたが, その後は実際の

InfectedがRecoveredの予測値の差分とは違う変化をしていた (図 6.4, 図 6.6) .

あるいはRecovered予測値の差分は停滞していたが実際の Infectedは増加して

いた. (図 6.7, 図 6.12)

• 相関係数が-0.90に近い

モデルが実際の Infectedの傾向とは真逆の傾向を予測していた. (図 6.5, 図 6.9)

これらを考慮すると, SEIRモデルを用いて Infectedの傾向を正確に予測するのであ

れば最終的にRecoveredの予測値の差分と Infectedの実測値が強い正の相関になる

可能性の高い時期に行うことが望ましい. 従って, そのような時期はどのような特徴

を持っているのかについて考察する.

今回の検証で用いた SEIRモデル (表 6.1)は 2020年 12月, 2021年 8月, 10月, 11月

における Infectedの傾向を予測できていた. 2020年 12月, 2021年 8月について, そ

れぞれの前の月にあたる 2020年 11月, 2021年 7月には Infectedの実測値の急増が始

まっていた. また 2021年 10月, 11月においてはそれぞれの前の月は逆に Infectedが

下がり始めていた. 即ち, 2020年 12月, 2021年 8月, 10月, 11月は予測開始日の 1ヶ
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表 6.2: Infectedの実測値との相関係数

予測期間
Recoveredの

予測値の差分

Infectedの

予測値

2020年 12月 0.973004 0.978865

2021年 1月 0.470719 0.527949

2021年 2月 -0.941027 -0.937491

2021年 3月 0.426782 -0.576844

2021年 4月 0.590570 -0.911632

2021年 8月 0.952419 0.953557

2021年 9月 -0.981297 -0.981933

2021年 10月 0.942157 0.933452

2021年 11月 0.990732 0.992435

2021年 12月 -0.636404 -0.538579

月前から Infectedの傾向が変わり始め続いていた. 従って, このような時期に SEIR

モデルを用いて予測を行うことで未来の Infectedの傾向を予測できるであろう.
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図 6.3: Infectedの実測値と予測値 (左), Recoveredの予測値の差分 (右)のプロット (2020年 12月)
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図 6.6: Infectedの実測値と予測値 (左), Recoveredの予測値の差分 (右)のプロット (2021年 3月)
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図 6.8: Infectedの実測値と予測値 (左), Recoveredの予測値の差分 (右)のプロット (2021年 8月)
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図 6.9: Infectedの実測値と予測値 (左), Recoveredの予測値の差分 (右)のプロット (2021年 9月)
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図 6.10: Infectedの実測値と予測値 (左), Recoveredの予測値の差分 (右)のプロット (2021年 10月)
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図 6.11: Infectedの実測値と予測値 (左), Recoveredの予測値の差分 (右)のプロット (2021年 11月)
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図 6.12: Infectedの実測値と予測値 (左), Recoveredの予測値の差分 (右)のプロット (2021年 12月)
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第7章 むすび

本研究では,感染症の流行予測に有効なSEIRモデルを用いて日本におけるCOVID-

19の流行予測を行った. その結果, ワクチン接種が進んでいない時期である2020年

12月∼2021年 4月にRecoveredの予測を行う場合は通常のSEIRモデルに自然免疫

の影響を加味して拡張された SEIRモデルとそのパラメータ推定法に最適化アルゴ

リズム及びKFの組み合わせ, ワクチン接種率が 20%を越え, その影響を考慮する時

期である 2021年 8月∼12月の場合は通常のSEIRモデルに自然免疫とワクチンによ

る免疫の影響を加味して拡張された SEIR本モデルとパラメータ推定法に乱数及び

KFの組み合わせが有効であった. また, 予測したRecoveredの差分を用いることで,

予測開始日の 1ヶ月前に Infectedの増加傾向または減少傾向が始まった場合に未来

の Infectedの傾向を予測した.

今後の課題としては, まず第一に予測精度の向上が挙げられる. ワクチン接種を考

慮する時期にRecoveredの予測を行った際に, 2021年 8月, 9月のようなCOVID-19

の流行が急激に変化する時期における予測精度が他の予測時期と比較して低かった.

解決策としては過去の最適パラメータ導出の際に最適化アルゴリズムにおけるパラ

メータの初期点の範囲・学習率・更新を繰り返す回数を増大する, 得られた過去の最

適パラメータの特徴を調査しその結果を未来の最適パラメータ推定に利用する, 新

たな拡張 SEIRモデルを用意するなどの方法を検討している. 第二に, 現状 SEIRモ

デルによって全ての時期において Infectedの傾向を予測することはできていないた

め, その問題点の改善が挙げられる. 具体的な方法としては, 最初から SEIRモデル

のパラメータをRecoveredのみだけではなく, Infectedを含む予測に向けて最適化な

どの方法を検討している.
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